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dire : "W $ (R# öR)" 2, où $ est le produit de schur élément par élément. Les éléments
manquants Rij sont simplement pris en compte en fixant les coefficients Wij corres-
pondants à 0. Ainsi, des variantes pondérées de la DVS et de la FMN ont récemment
été proposées : la DVS pondérée de (Srebro et al., 2003) et la FMN généralisée de
(Dhillon et al., 2006). Pour ces deux méthodes, l’application au filtrage collaboratif
est immédiate. Les matrices à factoriser sont les matrices de notes (n ! p) où n est le
nombre d’utilisateurs, p le nombre d’articles. Les coefficients Wij sont fixés à 1 si la
noteRij est connue, 0 sinon. Les notes inconnues deR sont initialisées aléatoirement.
Elles seront prédites par la matrice öR de rang k issue de la factorisation : la note pré-
dite pour l’utilisateur i et l’article j est simplement öRij . Notons que la DVS pondérée
et la FMN généralisée offrent des performances similaires en terme de prédiction de
notes, mais que la deuxième est meilleure en terme de complexité algorithmique.

Citons également les travaux de (Rennie et al., 2005a) sur la Factorisation Matri-
cielle Maximisant la Marge (FMMM). Les auteurs proposent d’apprendre une matrice
de scores S de taille (n ! p) et de rang k, ainsi qu’une matrice de seuils ! de taille
(n ! (k # 1)). La note prédite pour l’utilisateur i et l’article j ne dépend que de la
position du score Sij par rapport aux seuils {θir}r=1..k−1. La FMMM se place dans
une optique légèrement différente de celles des méthodes de factorisation précédentes,
puisqu’elle ne tente pas d’approximer directement la matrice de notesR. Notons enfin
que cette méthode est la plus performante de la littérature à ce jour en terme de pré-
diction de notes sur des bases standard de filtrage collaboratif (DeCoste, 2006), ce qui
nous laisse penser que l’apprentissage de scores relatifs plutôt que de notes est une
voie intéressante à explorer.

2.2. Modèles Probabilistes

De nombreux modèles probabilistes ont été proposés pour le filtrage collaboratif.
Les plus aboutis modélisent les comportements des utilisateurs à l’aide d’une variable
latente pouvant prendre K valeurs, chaque valeur correspondant à un comportement
type. Dans la suite, Z est une variable latente dans {1, ...,K}, U et u sont une variable
et un indice d’utilisateurs, Y et y sont une variable et un indice d’articles, R et r sont
une variable note et une note dans {1, ..., V }. Avec ces notations, chaque utilisateur
u est représenté par une distribution p(Z|U = u), modélisant à quel point chaque
comportement type intervient dans le comportement de u. A chaque comportement
type z et à chaque item y est associée une distribution multinomiale p(R|Z = z, Y =
y) qui modélise les goûts du comportement type z pour l’article y. D’un point de
vue génératif, la note attribuée par l’utilisateur u à l’article y est générée de la façon
suivante : un comportement type z est choisi suivant la distribution p(Z|U = u),
puis la note r est choisie suivant la distribution p(R|Z = z, Y = y). Lorsque les
distributions sont connues, la prédiction de notes pour l’utilisateur u et l’article y
consiste à calculer les p(R = r|U = u, Y = y) pour toutes les notes r, et à prédire
la note médiane ör telle que ör = {r|p(R = r|U = u, Y = y) % 1/2, p(R = r|U =
u, Y = y) & 1/2}.
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